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TÓM TẮT 

Xác định các gen có khả năng gây bệnh là một thách thức lớn trong nghiên cứu về biểu hiện gen. Nhiều 
phương pháp lựa chọn gen chỉ tập trung vào việc đánh giá sự liên hệ của từng gen riêng biệt với bệnh. Thực tế, một 
trong những nguyên nhân gây ra các bệnh được cho là liên quan tới những tương tác phức tạp giữa các gen. 
Phương pháp rừng ngẫu nhiên (RF) gần đây đã được ứng dụng thành công trong việc xác định một số nhân tố di 
truyền có ảnh hưởng lớn tới một số bệnh. Tuy nhiên mô hình này chỉ hiệu quả đối với một số tập dữ liệu có cỡ trung 
bình nhưng lại hạn chế trong việc xác định các gen có ý nghĩa và xây dựng các mô hình dự đoán chính xác cho dữ 
liệu có số chiều lớn. Trong bài báo này chúng tôi tập trung vào các phương pháp rừng ngẫu nhiên cải tiến cho phép 
chọn ra một tập nhỏ các đặc trưng có liên hệ chặt chẽ với biến đích, do đó làm giảm số chiều và có thể xử lý tốt trên 
các tập dữ liệu có số chiều cao. Hiệu năng của các mô hình này được phân tích để tìm ra phương pháp phân lớp 
hiệu quả với từng mục tiêu như độ chính xác hay tập các gen có ý nghĩa dựa vào kết quả thử nghiệm trên 8 tập dữ 
liệu biểu hiện gen được lấy từ ngân hàng dữ liệu y sinh (Kent Ridge) và tin sinh (Bioinformatics). 

Từ khóa: Dữ liệu biểu hiện gen, lựa chọn đặc trưng, phân loại, rừng ngẫu nhiên, rừng ngẫu nhiên điều hòa, 
rừng ngẫu nhiên điều hòa có điều hướng, rừng ngẫu nhiên có điều hướng. 

Evaluation of Feature Selection Methods for Gene Expression Data Classifcation 

ABSTRACT 

Selection of relevant genes that have effects in some diseases is a challenging task in gene expression studies. 
Most gene selection studies focused on assessing the association between individual gene and the disease. In fact, 
diseases are thought to involve a complex etiology including complicated interactions between many genes and the 
disease. Random Forest (RF) method has recently been successfully used for identifying genetic factors that have 
effects in some complex diseases. In spite of performing well in some data sets with moderate size, RF still suffers 
from working for selecting informative genes and building accurate prediction models. In this paper, we investigated 
some methods in learning advanced random forests that allow one to select a sub-set of informative genes (most 
relevant to disease). The method can therefore reduce the dimensionality and can perform well in prediction high-
dimensional data sets. The performance of these methods has been analyzed for finding the robust one for each 
interest objective (the accuracy of the prediction model or the smallest possible set of relevant genes) based on 
experiments results on 8 available public data sets of gene expression from the repository of biomedical data sets (Kent 
Ridge) and bioinformatics data sets (Bioinformatics).  

Keywords: Classification, gene expression data, feature selection, Random forest, Regularized Random Forest, 
Guided Regularized Random Forests. 

 

1. ĐẶT VẤN ĐỀ 

Lựa chọn đặc trưng là việc lựa chọn từ một 
tập hợp các đặc trưng đầu vào để đưa ra một tập 

nhỏ các đặc trưng có ý nghĩa nhất. Xét một 
vector đặc trưng đầu vào có d biến X = {X1,…, Xd} 
và Y = {1, 2,…, C} là giá trị đầu ra có thể dự đoán 
từ vector đặc trưng X. Nhiệm vụ lựa chọn đặc 
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trưng chính là việc tìm ra các đặc trưng Xi có 
liên quan nhất đến dự đoán giá trị Y. Những 
phương pháp phân lớp bị phụ thuộc rất lớn vào 
yếu tố đầu vào, khả năng phân lớp của thuật 
toán có xu hướng giảm khi X chứa các biến 
không có ý nghĩa. Khi dữ liệu có số lượng đặc 
trưng lớn, việc tìm kiếm tập các đặc trưng tối ưu 
là rất khó. Lựa chọn đặc trưng có tầm quan 
trọng rất lớn đặc biệt là đối với bài toán phân 
lớp dữ liệu gen, trong đó vectơ đặc trưng có rất 
ít các phần tử dữ liệu có ý nghĩa nhưng số chiều 
rất lớn và có nhiễu. Đây là một trong mười vấn 
đề khó của cộng đồng khai phá dữ liệu (Yang 
and Wu, 2006). Lựa chọn các gen có liên quan 
để phân loại mẫu (ví dụ, để phân biệt giữa các 
bệnh nhân mắc và không mắc bệnh ung thư) là 
một nhiệm vụ đang rất được quan tâm trong 
hầu hết các nghiên cứu biểu hiện gen (Lee et al., 
2005; Yeung et al., 2005; Jirapech-Umpai and 
Aitken, 2005; Hua et al., 2005; Li et al., 2005; 
Díaz-Uriarte, 2005). Khi thực hiện lựa chọn 
những gen ảnh hưởng đến bệnh, các nhà nghiên 
cứu y sinh học thường quan tâm tới một trong 
hai mục tiêu sau đây: 

(1) Xác định các gen có liên quan để phục vụ 
cho các nghiên cứu tiếp theo; kết quả của quá 
trình này là một tập hợp các gen liên quan đến 
biến đích (có thể là một tập gồm nhiều gen) và 
tập này có thể chứa các gen có chức năng tương 
tự và có tương tác chặt chẽ với nhau; 

(2) Xác định một tập nhỏ các gen mà chúng 
có thể được sử dụng cho mục đích chẩn đoán 
lâm sàng hay điều chế dược phẩm; quá trình 
này thu được một tập nhỏ nhất có thể các gen 
mà kết quả dự đoán vẫn có thể đạt hiệu quả tốt 
(các gen "dư thừa" không được chọn). 

Trong bài báo này chúng tôi tập trung vào 
mục tiêu (2): thử nghiệm với các phương pháp 
lựa chọn đặc trưng khác nhau, phân tích đánh 
giá các phương pháp này tùy theo mục đích bài 
toán để tìm ra được tập đặc trưng tốt nhất hay 
để đạt được kết quả dự đoán cao. Phần còn lại 
bài báo được bố trí như sau: Phần 2 giới thiệu 
các nghiên cứu liên quan. Phần 3 trình bày về 
các phương pháp rừng ngẫu nhiên cải tiến. 
Phần 4 đề cập đến dữ liệu thực nghiệm và 
phương pháp đánh giá. Phần 5 trình bày một số 

kết quả thực nghiệm nhằm kiểm chứng khả 
năng phân loại của phương pháp lựa chọn đặc 
trưng cho bài toán phân lớp dữ liệu biểu hiện 
gen. Phần cuối cùng là kết luận. 

2. CÁC NGHIÊN CỨU LIÊN QUAN 

Hiện nay phần lớn các phương pháp lựa chọn 
gen là thực hiện kết hợp việc xếp thứ hạng các 
gen (ví dụ, sử dụng các phương pháp kiểm thử 
thống kê F-ratio hoặc Wilcoxon) với một bộ phân 
loại cụ thể (ví dụ, K- hàng xóm gần nhất). Lựa 
chọn một số lượng đặc trưng tối ưu để thực hiện 
phân loại là công việc rất khó khăn và phức tạp, 
mặc dù đã có các hướng dẫn cơ bản dựa trên 
nghiên cứu mô phỏng (Hua et al., 2005). Thông 
thường quyết định số gen được giữ lại là tùy ý, ví 
dụ 50 gen với xếp hạng tốt nhất (Lee et al., 2005; 
Dudoit et al., 2002); 150 gen (Li et al., 2004). 
Cách tiếp cận này có thể thích hợp với mục tiêu 
phân loại mẫu nhưng không phải thích hợp nhất 
nếu để tìm ra tập hợp nhỏ nhất có thể của các 
gen có ảnh hưởng đến biến đích và những gen 
này cho phép dự đoán tốt. Một cách tiếp cận phổ 
biến khác nữa (van't Veer et al., 2002; Roepman 
et al., 2002; Furlanello et al., 2003) là loại bỏ dần 
dần các gen từ tập ban đầu theo các lần lặp (loại 
bỏ gen dựa trên thứ hạng các gen được đánh giá 
theo các phương pháp thống kê hay dựa trên tỷ lệ 
lỗi dự đoán khi thực hiện loại bỏ từng gen) cho 
đến khi mục tiêu được thỏa mãn (tỷ lệ lỗi nhỏ 
nhất trong tất cả các bộ gen đã thử). Tuy nhiên 
với phương pháp này có thể sẽ loại bỏ gen nếu 
đứng độc lập vì nó ít liên quan đến bệnh (dựa 
trên sự xếp hạng đơn biến, hoặc dựa trên tương 
tác các cặp gen (Bø and Jonassen, 2002) nhưng có 
thể ảnh hưởng lớn tới bệnh nếu có sự hiện diện 
của những gen khác.  

Mặt khác, vấn đề chọn lọc gen thường gặp 
khó khăn hơn khi thực hiện phân lớp với những 
bộ dữ liệu đa lớp (có nhiều hơn hai lớp) (Yeung 
et al., 2005; Li et al., 2004). Do đó, các thuật 
toán phân lớp cung cấp các độ đo thuộc tính 
quan trọng như sự ảnh hưởng của các thuộc 
tính đến việc phân loại là những phương pháp 
rất được quan tâm để thực hiện lựa chọn gen, 
đặc biệt là các thuật toán phân lớp có thể đáp 
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ứng được với tập dữ liệu có số chiều rất lớn 
nhưng số phần tử lại rất ít.  

Năm 2001, Brieman đề xuất phương pháp 
Random Forest (RF), đây là một phương pháp 
phân lớp và hồi quy dựa trên việc kết hợp kết 
quả dự đoán của một số lượng lớn các cây quyết 
định. Trong mô hình RF truyền thống mỗi cây 
quyết định được xây dựng từ tập dữ liệu được 
lấy ngẫu nhiên từ tập dữ liệu ban đầu và việc 
phát triển các nút con từ một nút cha dựa trên 
thông tin trong một không gian con các thuộc 
tính được chọn ngẫu nhiên từ không gian thuộc 
tính ban đầu. Do đó, RF xây dựng các cây quyết 
định từ một tập con những thuộc tính được lựa 
chọn ngẫu nhiên và tổng hợp kết quả dự đoán 
của các cây để tạo ra kết quả dự đoán cuối cùng. 
Các cây quyết định được xây dựng sử dụng 
thuật toán CART (Brieman, 1984) mà không 
thực hiện việc cắt tỉa do đó thu được những cây 
với độ lệch thấp. Bên cạnh đó, mối quan hệ 
tương quan giữa các cây quyết định cũng được 
giảm thiểu nhờ việc xây dựng các không gian 
con thuộc tính một cách ngẫu nhiên. Như vậy, 
sự chính xác của RF phụ thuộc vào chất lượng 
dự đoán của các cây quyết định và mức độ tương 
quan giữa các cây quyết định.  

Trong thực tế RF đã trở thành một công cụ 
tin cậy cho phân tích dữ liệu, đặc biệt là dữ liệu 
tin sinh học (Bureau et al., 2005; Goldstein et 
al., 2010; Goldstein et al., 2011; Winham et al., 
2012). Tuy nhiên, tiếp cận RF ban đầu của 
Breiman chỉ hiệu quả cho phân tích dữ liệu có 
số chiều thấp (Bureau et al., 2005; Lunetta et 
al., 2004). Mô hình RF truyền thống không thể 
áp dụng trên dữ liệu có số chiều lớn, có thể lên 
đến hàng ngàn hay trăm ngàn gen. Nguyên 
nhân là trong quá trình xây dựng cây quyết 
định, tại mỗi nút, RF sử dụng một tập con 
những thuộc tính được lựa chọn ngẫu nhiên từ 
tập thuộc tính ban đầu. Vì vậy khi xử lý với các 
dữ liệu nhiều chiều như dữ liệu gen, RF có thể 
lựa chọn ngẫu nhiên những gen không có ảnh 
hưởng đến biến đích và từ đó tạo ra cây quyết 
định có chất lượng dự đoán thấp. 

Gần đây, một số phương pháp rừng ngẫu 
nhiên cải tiến đã được đề xuất để thực hiện lựa 

chọn các thuộc tính giúp cải thiện quá trình lựa 
chọn thuộc tính và tăng hiệu quả dự đoán với 
các bộ dữ liệu nhiều chiều và nhiều nhiễu như 
phương pháp rừng ngẫu nhiên điều hòa 
(Regularized Random Forest- RRF) (Deng and 
Runger, 2012), rừng ngẫu nhiên điều hòa có 
điều hướng (Guided Regularized Random 
Forests-GRRF) (Deng and Runger, 2013) và 
phương pháp rừng ngẫu nhiên có điều hướng 
(Guided Random Forest) (Deng, 2013). Vì vậy 
trong phạm vi nghiên cứu của bài báo này, 
chúng tôi tập trung vào các phương pháp phân 
lớp rừng ngẫu nhiên cải tiến cho phép tìm ra 
một tập nhỏ các gen có ảnh hưởng lớn đến bệnh, 
do đó làm giảm số chiều và có thể xử lý tốt trên 
các tập dữ liệu có số chiều cao. Chúng tôi tiến 
hành các thử nghiệm trên 8 tập dữ liệu biểu 
hiện gen được lấy từ ngân hàng dữ liệu y sinh 
(Kent Ridge) và tin sinh (Bioinformatics). Sau 
đó chúng tôi phân tích hiệu năng của các kỹ 
thuật trên cũng như số đặc trưng được lựa chọn 
của từng phương pháp từ đó đưa ra đề xuất sử 
dụng phương pháp phân lớp với từng mục đích 
cụ thể (lựa chọn các đặc trưng ảnh hưởng đến 
biến đích hay yêu cầu hiệu quả dự đoán cao). 

3. CÁC PHƯƠNG PHÁP RỪNG NGẪU 
NHIÊN CẢI TIẾN 

3.1. Rừng ngẫu nhiên điều hòa  
Như đã phân tích ở trên, RF nguyên bản 

của Breiman không phù hợp cho phân tích dữ 
liệu biểu hiện gen có số chiều lớn, vì việc lấy 
mẫu trong không gian con thuộc tính có thể dẫn 
tới việc chọn phải những mẫu không tốt và kết 
quả là nhiều cây quyết định có chất lượng thấp, 
dẫn đến giảm khả năng dự đoán của RF. Để 
khắc phục nhược điểm này năm 2012 Deng và 
Runger đề xuất mô hình rừng ngẫu nhiên điều 
hòa, RRF). Cụ thể các tác giả đã thay đổi cách 
tính độ đo cho mỗi thuộc tính để giảm số thuộc 
tính mới được chọn cho việc thực hiện phân tách 
nút tại bước xây dựng cây. Nếu thuộc tính mới 
Xi và Xj có độ quan trọng là như nhau mà thuộc 
tính Xj đã từng được chọn để phân tách nút thì 
RRF ưu tiên chọn thuộc tính Xj. Thuộc tính mới 
Xi chỉ được chọn khi chỉ số gain của Xi lớn hơn 
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chỉ số gain của tất cả các thuộc tính đã được 
chọn trong các nút trước. Gọi F là tập các thuộc 
tính đã được sử dụng ở các lần chia trước trong 
mô hình rừng. Độ đo mới của các thuộc tính 
được tính như sau: 

݃ܽ݅݊ோ( ௜ܺ) 	= 	 ൜ߣ. ݃ܽ݅݊( ௜ܺ)	 ௜ܺ ∉ ܨ
݃ܽ݅݊( ௜ܺ)	 ௜ܺ ∈ ܨ

 

Ở đây λ € [0, 1] là hệ số phạt; λ càng nhỏ thì 
phạt càng lớn đối với những thuộc tính không 
thuộc tập F. RRF sử dụng gainR(·) để tách nút.  

3.1.1. Rừng ngẫu nhiên điều hòa có điều 
hướng (GRRF) 

Trong phương pháp rừng ngẫu nhiên điều 
hòa, Deng et al. (2012) đã thay đổi cách tính độ 
đo quan trọng của mỗi thuộc tính do đó RRF 
làm giảm độ lệch (bias) so với RF nguyên bản. 
Tuy nhiên các chỉ số đo độ quan trọng thuộc 
tính này được đánh giá dựa trên một phần của 
dữ liệu huấn luyện tại mỗi nút của cây so với tất 
cả các thuộc tính đã được chọn để xây dựng cây 
trong rừng. Mặt khác đối với các tập dữ liệu có 
số mẫu nhỏ, số chiều lớn thì có rất nhiều các 
thuộc tính có cùng độ đo. Với N mẫu thì số lượng 
tối đa các thuộc tính có các chỉ số Gini khác 
nhau trong bài toán phân lớp nhị phân là (N(N 
+ 2)/4)-1 (Deng and Runger, 2013). Ví dụ ta có 
30 mẫu có số chiều là 3.000, như vậy có lớn nhất 
là 239 thuộc tính có độ đo khác nhau và 3.000-
239 = 2.761 thuộc tính cùng độ đo. Chính vì vậy 
RRF phải chọn ngẫu nhiên một trong các thuộc 
tính đó để tách nút. Các thuộc tính này có thể là 
những thuộc tính không tốt (không hoặc ít có 
liên quan đến biến đích) dẫn đến khả năng dự 
đoán của rừng RRF không cao.  

Xuất phát từ lý do trên, Deng et al. (2013) 
đã đề xuất phương pháp rừng ngẫu nhiều điều 
hòa có điều hướng (Guided Regularized Random 
Forests, GRRF) để khắc phục nhược điểm của 
RRF. Ở phương pháp GRRF các tác giả tính độ 
quan trọng thuộc tính dựa trên độ quan trọng 
thuộc tính được tạo ra bởi RF gốc trên toàn bộ 
tập dữ liệu ban đầu. Do vậy chỉ số Gini của các 
thuộc tính có độ quan trọng khác nhau sẽ có giá 
trị khác nhau. Khi đó với các bài toán có số mẫu 
nhỏ, số chiều lớn như dữ liệu gen, GRRF sẽ chọn 

được các thuộc tính chia nút tốt hơn và kết quả 
phân lớp cũng tốt hơn (Deng and Runger, 2013). 

Nếu như RRF gán hệ số phạt như nhau cho 
tất cả các thuộc tính mới thì GRRF sử dụng 
những thuộc tính có độ quan trọng lớn từ RF 
truyền thống để “hướng dẫn” quá trình lựa chọn 
thuộc tính mới phân tách nút. Thuộc tính có độ 
quan trọng cao thì được gán giá trị λ cao, ngược 
lại thuộc tính có độ quan trọng thuộc tính thấp 
được gán giá trị λ thấp. Công thức tính độ quan 
trọng cho các thuộc tính mới tại nút v trong 
GRRF như sau: 

)ோ݊݅ܽܩ ௜ܺ , (ݒ 	= 	 ൜ߣ௜݊݅ܽܩோ
( ௜ܺ , 		(ݒ ௜ܺ ∉ ܨ

)ோ݊݅ܽܩ ௜ܺ , 	(ݒ ௜ܺ ∈ 	ܨ
 

Với λi ∈ (0, 1] là hệ số phạt của Xi và λi được 
tính như sau:  

௜ߣ 	= 	 (1 − ଴ߣ(ߛ 	+  ; ௜ᇱ݌݉ܫߛ	

௜ᇱ݌݉ܫ 	= 	
௜݌݉ܫ

ଵ௉	ୀ	௝ݔܽ݉ ௝݌݉ܫ
 

Trong đó λ0 ∈ (0, 1] là hệ số điều khiển mức 
độ điều hướng (trong mô hình RRF). Còn hệ số γ 
∈ [0, 1] điều khiển độ quan trọng của một thuộc 
tính (đã được chuẩn hóa). Khi γ = 0 thì GRRF 
chính là RRF. Một thuộc tính có độ quan trọng 
lớn sẽ bị phạt ít hơn. Để thay đổi kích thước tập 
con thuộc tính được chọn ta có thể thay đổi các 
giá trị của λ0 và γ và để giảm tham số cho mô 
hình GRRF các tác giả chọn λ0 = 1. Khi đó, ta có:  

௜ߣ 	= 	 (1 − (ߛ 	+ ௜ᇱ݌݉ܫߛ	 	= 	1 − 1)ߛ −  (௜ᇱ݌݉ܫ

3.1.2. Rừng ngẫu nhiên có điều hướng 
(Guided Random Forest, GRF) 

Tương tự như phương pháp lựa chọn thuộc 
tính GRRF, Deng et al. (2013) đã đề xuất 
phương pháp rừng ngẫu nhiên có điều hướng 
bằng cách sử dụng các độ đo độ quan trọng 
thuộc tính từ RF nguyên bản. Tuy nhiên, các 
cây trong GRRF được xây dựng một cách tuần 
tự, liên quan chặt chẽ và không cho phép tính 
toán song song, trong khi các cây trong GRF 
được xây dựng một cách độc lập và có thể được 
thực hiện song song. Phương pháp này cũng cho 
phép sử dụng các chỉ số đo độ quan trọng khác 
độ đo độ thuộc tính từ phương pháp rừng ngẫu 
nhiên gốc (các chỉ số có thể được cung cấp bởi 
chính người dùng thông qua chỉ số λi).  
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Ý tưởng chính của GRF là tăng trọng số 
gain(Xi) dựa vào độ đo độ quan trọng thuộc tính 
từ RF nguyên bản 

݃ܽ݅݊ீ( ௜ܺ) 	= 	 )௜݃ܽ݅݊ߣ ௜ܺ),  
Trong đó, gain(Xi) là độ đo Gini của thuộc 

tính Xi để thực hiện tách nút và λi được tính  
như sau: 

௜ߣ 	= 	1 − 	ߛ + ߛ	
௜݌݉ܫ
 ∗݌݉ܫ

Với Impi, Imp* là độ đo thuộc tính và giá trị 
lớn nhất của độ đo thuộc tính từ phương pháp 
RF nguyên bản. Imp/Imp* ∈ [0, 1] là hệ số chuẩn 
hóa độ quan trọng thuộc tính,  ∈ [0, 1] là hệ số 
quan trọng. Ở phương pháp GRF, các thuộc tính 
có độ quan trọng nhỏ hơn sẽ bị phạt nhiều hơn 
và độ phạt tăng khi  tăng (GRF trở thành RF 
khi  = 0). 

Từ các trình bày của các phương pháp ở 
trên, chúng ta thấy sự khác biệt căn bản giữa 
GRF và GRRF là: các thuộc tính được sử dụng 
để xây dựng các cây trước trong đó của rừng 
GRRF có thể tiếp tục được sử dụng (ảnh hưởng) 
để xây dựng cây hiện tại, nhưng ngược lại cách 
xây dựng cây của GRF những thuộc tính đã 
được sử dụng xây dựng cây trước sẽ không được 
sử dụng lại (không ảnh hưởng) để xây dựng cây 
hiện tại. Các thuộc tính được sử dụng trong mô 
hình GRRF là có liên quan đến biến đích và 
không lựa chọn lặp lại (những gen có chức năng 
tương tự) trong khi các đặc trưng được sử dụng 
trong một mô hình GRF là có liên quan đến biến 
đích và có thể lựa chọn lặp lại (các gen có thể 
được chọn lại hoặc chứa các gen có chức năng 
tương tự). 

4. DỮ LIỆU THỰC NGHIỆM VÀ PHƯƠNG 
PHÁP ĐÁNH GIÁ 

4.1. Dữ liệu thực nghiệm  
Để đánh giá hiệu quả của các phương pháp 

đã đề cập ở trên chúng tôi tiến hành thực 
nghiệm trên 8 bộ dữ liệu gen được thu thập từ 
ngân hàng dữ liệu y sinh (Kent Ridge) và tin 
sinh (Bioinformatics). Bảng 1 mô tả các bộ dữ 
liệu gen bao gồm bộ dữ liệu về ung thư máu 
(ALL-AML_Leukemia, MLL_Leukemia), ung 
thư vú (Breast Cancer), ung thư đại tràng 
(Colon Tumor), ung thư phổi (LungCancer-
Harvard (dữ liệu lấy từ trường y Havard) và 
Lung Cancer-Michigan (dữ liệu cung cấp bởi 
trường đại học Michigan)), khối u phôi ở hệ thần 
kinh trung ương (Nervous System), và ung thư 
buồng trứng. 

4.2. Phương pháp đánh giá 
Trong bài báo này chúng tôi xây dựng rừng 

với số cây cố định ntree = 500 và ݉ݕݎݐ	 =  M) ܯ√	
là số thuộc tính của từng bộ dữ liệu) cho cả 4 mô 
hình RF truyền thống, GRF, RRF và GRRF 
(tham số mtry là tham số tối ưu theo (Breiman, 
2001)). Với mô hình GRRF, chúng tôi lần lượt 
kiểm thử với tham số gamma lần lượt là  = 0,5, 
và  = 0,1. Còn mô hình GRF, chúng tôi sử dụng 
hệ số phạt tối đa tức là  = 1 để thu được một số 
lượng nhỏ nhất các thuộc tính có thể. Phương 
pháp tiến hành kiểm thử được liệt kê trong cột 
“Phương pháp kiểm thử” ở bảng 1. Cụ thể với 4 
bộ dữ liệu ALL-AML_Leukemia, MLL_Leukemia, 
Breast Cancer, Lung Cancer- Harvard

Bảng 1. Mô tả các tập dữ liệu gen 

Tên tập dữ liệu Số phần tử Số chiều Số lớp Phương pháp kiểm thử 

ALL-AML_Leukemia 72 7.129 2 (ALL, AML) Train-Test 

MLL_Leukemia 72 12.582 3 (ALL, MLL, AML) Train-Test 

Breast Cancer 97 24.481 2 (Relapse, non-relapse) Train-Test 

Colon Tumor 62 2.000 2 (Negative, positive) Hold-out (OOB) 

Lung Cancer-Harvard 181 12.533 2 (ADCA, Mesothelioma)  Train-Test 

Lung Cancer-Michigan 96 7.129 2 (Normal, Tumor) Hold-out (OOB) 

Nervous System 60 7.128 2 (Class0, Class1) Hold-out (OOB) 

Ovarian-PBSII-061902 255 15.154 2 (Cancer, Normal) Hold-out (OOB) 
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là những bộ dữ liệu có sẵn tập huấn luyện và 
tập thử, chúng tôi dùng tập huấn luyện để xây 
dựng mô hình với các tham số đã nêu ở trên. 
Sau đó, dùng mô hình thu được để phân lớp tập 
thử. Những bộ dữ liệu còn lại không có sẵn tập 
học và tập thử, chúng tôi sử dụng phương pháp 
hold-out: 2/3 tập dữ liệu để huấn luyện và 1/3 
dữ liệu còn lại để kiểm thử. Để so sánh hiệu 
năng của các phương pháp chúng tôi sử dụng độ 
chính xác Acc được tính bởi công thức sau: 

 
Trong đó, I(.) là indicator function và

 là số lượng cây 
quyết 
định lựa chọn di thuộc vào lớp j. 

Chúng tôi tiến hành thực nghiệm trên máy 
tính IntelR Core i7 3.40 GHz, bộ nhớ chính 
32GB với các gói phần mềm RF, GRRF phiên 
bản mới nhất được cài đặt trên môi trường R. 
Mỗi thử nghiệm được chạy 30 lần sau đó lấy 
trung bình độ chính xác và trung bình số lượng 
thuộc tính được chọn để xây dựng cây. 

5. KẾT QUẢ VÀ THẢO LUẬN 

Bảng 2 chỉ ra số lượng các thuộc tính được 
lựa chọn tương ứng của từng bộ dữ liệu với các 
mô hình phân lớp RF khác nhau (số lượng các 
thuộc tính (các gen) được chọn chia trung bình 
sau 30 lần chạy) khi với tham số   = 0,1 
(GRRF),  = 1 (GRF). Cũng từ kết quả của bảng 

2 cho thấy, khi chúng ta quan tâm đến độ chính 
xác phân lớp thì phương pháp GRF cho kết quả 
tốt hơn trên 7/8 bộ dữ liệu, đặc biệt có những bộ 
dữ liệu GRF cho kết quả phân lớp chính xác 
100% (bộ dữ liệu số 6), nhưng phương pháp RRF 
thì chỉ đạt 83,56%, và 85,33% với phương pháp 
GRRF. Ngược lại, số thuộc tính được lựa chọn 
của GRF lại nhiều hơn đáng kể so với mô hình 
RRF và mô hình GRRF. Tuy nhiên khi chúng ta 
so sánh với số chiều ban đầu của các bộ dữ liệu 
thì số gen được chọn để xây dựng cây trong rừng 
GRF nhỏ hơn rất nhiều. Với phương pháp GRRF 
(khi chọn tham số   = 0,1) thì số lượng gen được 
lựa chọn lớn hơn số lượng thuộc tính được lựa 
chọn của mô hình GRF, nhưng kết quả phân lớp 
của GRRF tốt hơn trên tất cả các tập dữ liệu so 
với của phương pháp GRF. 

Bảng 3 là kết quả trung bình của 30 lần 
chạy kiểm tra để so sánh mức độ chính xác dự 
đoán của cả bốn mô hình rừng ngẫu nhiên RF, 
GRF, RRF và GRRF khi thay đổi hệ số điều 
khiển độ quan trọng thuộc tính  ( = 0,5) (tất cả 
các phương pháp đều được chạy với tham số cố 
định	݉ݕݎݐ	 =  ntree = 500 cây). Kết quả bảng ,ܯ√	
3 cho thấy rằng GRF vượt trội về độ chính xác 
trong dự đoán (7/8 bộ dữ liệu). Khi so sánh trực 
tiếp với mô hình RRF, ta nhận thấy rằng GRRF 
sử dụng số lượng thuộc tính rất ít để xây dựng 
cây, nhưng độ chính xác phân lớp vẫn tốt hơn 6/8 
bộ dữ liệu. Từ những kết quả thực nghiệm đã liệt 
kê ở bảng 2 và bảng 3, khi hiệu chỉnh tham số  
( = 0,1) nhỏ thì mô hình GRRF có độ phân lớp 
chính xác cao hơn so với phương pháp  

 Bảng 2. Độ chính xác phân lớp dữ liệu biểu hiện gen và số lượng thuộc tính  
lựa chọn được (#Gen) để xây dựng từng mô hình với số cây trong rừng  

là 500 và   = 0,1 (GRRF),  = 1 (GRF) 

Số chiều 
RF GRF RRF GRRF 

Acc #Gen Acc #Gen Acc #Gen Acc #Gen 

7.129 78,63% 813 85,78% 302 79,90% 5 89,71% 7 

12.582 78,95% 2814 82,10% 708 61,05% 27 67,37% 64 

24.481 80,10% 977 80,70% 213 77,87% 11 79,26% 23 

2.000 99,33% 635 99,33% 334 89,15% 3 91,54% 5 

12.533 97,07% 551 98,39% 264 93,79% 3 97,78% 4 

7.129 100% 1681 100% 461 83,56% 8 85,33% 12 

7.128 59,51% 1443 59,13% 375 56,85% 15 58,77% 36 

15.154 98,40% 2092 98,32% 532 94,58% 7 97,86% 8 
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Bảng 3. Độ chính xác phân lớp dữ liệu biểu hiện gen và số lượng thuộc tính  
lựa chọn được (#Gen) để xây dựng từng mô hình với số cây trong rừng 

là 500 và   = 0,5 (GRRF),  = 1 (GRF) 

Số chiều 
RF GRF RRF GRRF 

Acc #Gen Acc #Gen Acc #Gen Acc #Gen 

7.129 78,43% 816 85,88% 302 81,18% 6 87,16% 4 

12.582 81,75% 2818 80,88% 711 61,23% 27 57,19% 7 

24.481 77,85% 991 80,32% 212 74,84% 11 77,59% 5 

2.000 99,33% 625 99,40% 332 89,73% 3 90,54% 3 

12.533 96,42% 566 98,09% 266 92,46% 3 97,08% 3 

7.129 99,78% 1673 100,00% 464 85,11% 8 84,89% 5 

7.128 61,24% 1459 61,11% 373 57,04% 16 57,77% 6 

15.154 98,17% 2101 97,81% 529 95,73% 7 96,53% 4 

 
RRF nhưng số lượng thuộc tính được lựa chọn 
của mô hình GRRF lại lớn hơn so với số lượng 
thuộc tính được chọn bởi mô hình RRF. Khi hiệu 
chỉnh tham số  tăng lên ( = 0,5) thì độ chính 
xác của mô hình GRRF đồng thời số lượng thuộc 
tính lựa chọn để xây dựng rừng cũng giảm đi. 

Như vậy, từ phân tích ở trên chúng ta nhận 
thấy rằng các mô hình rừng ngẫu nhiên cải tiến 
RRF, GRRF đã tìm ra được tập con các gen có ý 
nghĩa cho việc phân lớp. Tập #Gen này có số 
chiều nhỏ hơn rất nhiều so với tập gen ban đầu 
nhưng mô hình GRRF vẫn cho kết quả phân lớp 
khá tốt, kết quả này cho thấy rằng phương pháp 
này phù hợp với các kiểu dữ liệu có số chiều lớn 
nhưng số mẫu nhỏ. Nhưng khi chúng ta quan 
tâm đến độ chính xác của mô hình phân lớp hơn 
với việc tìm ra tập gen có ý nghĩa thì mô hình 
GRF là lựa chọn tối ưu. 

6. KẾT LUẬN 

Trong bài báo này, chúng tôi đã trình bày 
các phương pháp rừng ngẫu nhiên cải tiến (rừng 
ngẫu nhiên điều hòa, rừng ngẫu nhiên điều hòa 
có điều hướng, rừng ngẫu nhiên có điều hướng. 
Những phương pháp phân lớp này phù hợp với 
bài toán có số chiều cao nhưng cỡ mẫu lại nhỏ 
hơn rất nhiều so với số chiều, đây chính là đặc 
thù của các bài toán phân loại dữ liệu biểu hiện 
gen. Kết quả thực nghiệm trên 8 bộ dữ liệu gen 
khác nhau cho chúng ta thấy tùy thuộc vào mục 
tiêu bài toán mà chúng ta chọn phương pháp 

phân lớp cho thích hợp: Khi chúng ta quan tâm 
độ chính xác phân lớp của mô hình hơn tập gen 
có ý nghĩa thì GRF là giải pháp phù hợp; ngược 
lại trong trường hợp chúng ta mong muốn tìm 
ra những gen có ảnh hưởng đến biến đích với số 
lượng ít nhất thì GRRF là mô hình phù hợp hơn 
cả trong các mô hình được đề cập ở trên.  
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