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Tóm tắt: Bài viết này nhằm dự báo khả năng khách hàng rời bỏ dịch vụ thẻ 
tín dụng tại ngân hàng bằng các phương pháp học máy. Các phương pháp 
được sử dụng bao gồm Random Forest, SVM, Naïve Bayes, hồi quy Logistic, và 
phương pháp kết hợp cả 4 phương pháp trên. Kết quả phân tích cho thấy các 
phương pháp này đều có chất lượng dự báo khá tốt với độ chính xác cao. Đặc 
biệt, kết quả dự báo bằng Random Forest tốt nhất trên tất cả các tiêu chí bao 
gồm Accuracy, Precision, Sensitivity, Specificity và F1 score. Ngoài ra, những 
yếu tố quan trọng nhất ảnh hưởng đến khả năng rời bỏ dịch vụ thẻ tín dụng của 
khách hàng là về lịch sử giao dịch thẻ tín dụng và mối quan hệ của khách hàng 
với ngân hàng. Kết quả này có thể mang lại những khuyến nghị cho nhà quản lý 
ngân hàng trong việc giữ chân khách hàng đang sử dụng dịch vụ thẻ tín dụng.
Từ khóa: phương pháp học máy, khách hàng rời bỏ, thẻ tín dụng

Application of machine learning in predicting credit card customer churn
Abstract: This paper aims to forecast the likelihood of customers leaving bank credit card services using 
machine learning methods. The methods used include Random Forest, SVM, Naïve Bayes, Logistic 
regression, and a combination of all four methods. The results show that those methods have good 
predictive quality with high accuracy. In particular, the prediction results by Random Forest are the best on 
all criteria from accuracy, sensitivity, specificity to F Score. In addition, the most important factors affecting 
the customer churn probability are indicators related to transaction history, products, and the relationship 
between the bank and the customer. This result can provide recommendations for bank managers in 
retaining customers who are using credit card services.
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1.	 Giới thiệu và tổng quan nghiên cứu

Trong môi trường kinh doanh cạnh tranh 
hiện nay, nhiều ngân hàng cung cấp dịch 
vụ thẻ tín dụng với các chính sách ưu đãi 
hấp dẫn. Vì vậy, khách hàng đang sử dụng 
dịch vụ thẻ tín dụng của một ngân hàng 
có thể dễ dàng từ bỏ để chuyển sang một 
ngân hàng khác. Đó gọi là hiện tượng 
khách hàng rời bỏ. Một số nghiên cứu cho 
thấy vấn đề khách hàng rời bỏ gây tổn 
thất đáng kể cho ngân hàng. Nghiên cứu 
của Roberts (2000), Buckinx và Van den 
Poel (2005), Coussement và Van den Poel 
(2008) đã chỉ ra rằng chi phí tìm khách 
hàng mới cao hơn nhiều so với chi phí để 
giữ chân khách hàng cũ. Cụ thể, chi phí thu 
hút khách hàng mới gấp 6 lần chi phí giữ 
chân khách hàng (Athanassopoulos, 2000; 
Bhattacharya, 1998; Colgate và Danaher, 
2000; Rasmusson, 1999). Thêm vào đó, 
chi phí bán hàng cho khách hàng mới nhiều 
gấp 5 lần so với chi phí bán hàng cho khách 
hàng cũ (Dixon, 1999; Floyd, 2000; Slater 
và Narver, 2000).
Giữ chân khách hàng trở thành một vấn đề 
cấp thiết đối với ngân hàng. Tỷ lệ giữ chân 
khách hàng tăng 5% có thể dẫn đến giảm 
18% chi phí vận hành (Karakostas & cộng 
sự, 2005) và có thể làm tăng lợi nhuận của 
ngân hàng lên 85% (Reichheld và Sasser, 
1990). Làm thế nào để giữ chân khách 
hàng? Nếu tiên đoán trước quyết định của 
khách hàng thì doanh nghiệp có thể có 
những hành động sớm (Glady & cộng sự, 
2009). Vì vậy, dự báo những khách hàng 
nguy cơ rời bỏ trong tương lai có thể giúp 
ngân hàng can thiệp kịp thời trong hiện tại 
để ngăn chặn vấn đề khách hàng rời bỏ.
Các nghiên cứu trước đây đã ứng dụng 
nhiều phương pháp học máy- ML (Machine 
learning) khác nhau để tìm ra phương pháp 
tốt nhất cho việc dự báo khả năng khách 
hàng rời bỏ. Tuy nhiên, các nghiên cứu 

khác nhau cho những kết quả khác nhau. 
Một số phương pháp học máy thể hiện 
hiệu quả dự báo nổi bật khi so sánh với các 
phương pháp khác, gồm có: SVM (Support 
Vector Machine), RF (Random Forest), hồi 
quy Logistic (Logistic Regression) và Cây 
quyết định (Decision Tree)... 
Theo Hadden & cộng sự (2005), hồi quy 
Logistic và Cây quyết định là hai thuật 
toán phổ biến nhất trong nghiên cứu và cho 
kết quả tốt. Neslin & cộng sự (2006) đã so 
sánh một loạt các phương pháp phân loại 
và chỉ ra rằng hai phương pháp này cho kết 
quả tốt nhất. Nghiên cứu của Lopez-Diaz 
& cộng sự (2017) trên dữ liệu của một ngân 
hàng tại Tây Ban Nha cho kết quả tương 
tự. Nie & cộng sự (2011) thử áp dụng hai 
phương pháp đó cho dữ liệu khách hàng sử 
dụng thẻ tín dụng tại một ngân hàng của 
Trung Quốc, kết quả hậu kiểm cho thấy hồi 
quy Logistic tốt hơn Cây quyết định. 
Xia và Jin (2008) đã chỉ ra SVM có khả 
năng dự báo tốt hơn khi so sánh với 
BPANN (Best parameters artificial neural 
network). Farquad và cộng sự (2009) đã 
sử dụng tập dữ liệu là từ một ngân hàng 
Mỹ Latinh, nơi có số lượng ngày càng tăng 
khách hàng thẻ tín dụng và quyết định cải 
thiện tỷ lệ giữ chân của họ. Nghiên cứu cho 
thấy cách tiếp cận SVM kết hợp NB Tree 
(Naive-Bayes Tree) hoạt động tốt hơn tất cả 
các cách phân loại khác được thử nghiệm. 
He và cộng sự (2014) khi nghiên cứu tập 
dữ liệu của hơn 50.000 khách hàng tại một 
ngân hàng thương mại Trung Quốc cũng 
chỉ ra rằng mô hình SVM đem lại hiệu quả 
cao trong dự báo sự rời bỏ của khách hàng. 
Rajamohamed và Manokaran (2018) đã so 
sánh các mô hình phân loại khác nhau như 
KNN (K-Nearest Neighbor), SVM, RF, 
Cây quyết định và NB (Naïve Bayes) để 
dự báo khách hàng rời bỏ trong lĩnh vực 
ngân hàng và phát hiện ra SVM là dự báo 
chính xác nhất, kế tiếp là RF. 
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Trong một số nghiên cứu khác, RF được 
chứng minh là phương pháp tốt nhất cho 
việc dự báo khách hàng rời bỏ. Cụ thể, 
Huang & cộng sự (2015), đã áp dụng nhiều 
phương pháp học máy và chỉ ra RF hoạt 
động tốt hơn các phương pháp khác theo 
tiêu chí so sánh AUC và PR-AUC. Nghiên 
cứu của Yıldız và Albayrak (2017) đã sử 
dụng dữ liệu truyền thông với thông tin của 
5000 khách hàng và 21 thuộc tính, chỉ ra 
RF tốt hơn Cây quyết định C4.5. Nghiên 
cứu của Mishra và Reddy (2017) dự báo 
khách hàng rời bỏ trong ngành viễn thông 
cũng cho kết quả RF hoạt động tốt nhất so 
với các bộ phân loại khác như NB, Cây 
quyết định C4.5, ANN, SV trên các tiêu 
chí như Accuracy, Sensitivity, Specificity 
và tỷ lệ sai số. 
Như vậy, có rất nhiều phương pháp đã 
được áp dụng để dự đoán khách hàng rời 
bỏ, trong đó một số phương pháp cho kết 
quả nổi trội như hồi quy Logistic, SVM, 
RF. Bài viết này sẽ sử dụng các phương 
pháp đó để dự báo khách hàng rời bỏ, nhằm 
chọn ra phương pháp dự báo chính xác nhất. 
Đồng thời nghiên cứu những thuộc tính 
quan trọng ảnh hưởng đến khả năng rời bỏ 
của khách hàng. Cuối cùng, khuyến nghị 
chính sách giữ chân khách hàng. Nghiên 
cứu này khác biệt với các nghiên cứu sẵn 
có ở chỗ: ngoài áp dụng từng phương pháp 
học máy riêng lẻ còn áp dụng phương pháp 
kết hợp để so sánh và đánh giá. 
Ngoài phần giới thiệu và tổng quan nghiên 
cứu, bài viết giới thiệu về các phương pháp 
ML sử dụng trong bài viết, dữ liệu sử dụng 
và kết quả thực nghiệm. Phần cuối cùng là 
khuyến nghị về dự báo khách hàng rời bỏ 
dịch vụ thẻ tín dụng và sử dụng các phương 
pháp học máy trong lĩnh vực dự báo. 

2.	 Phương pháp nghiên cứu

2.1. Phương pháp Random Forest

Thuật ngữ “Random Forest” lần đầu tiên 
được đề xuất bởi Ho (1995). Sau đó, 
Breiman (2001) đã tiếp tục nghiên cứu và 
mở rộng thuật toán như hiện nay. “Random 
Forest là một bộ phân loại chứa một số cây 
quyết định trên các tập con khác nhau của 
tập dữ liệu đã cho và lấy giá trị trung bình 
để cải thiện độ chính xác dự đoán của tập 
dữ liệu đó”.
Các bước thực hiện như sau:
Bước 1: Tạo tập dữ liệu đầu vào cho các 
mô hình cây quyết định.
Nếu bộ dữ liệu gốc có M biến, chọn m 
thuộc tính ngẫu nghiên được sử dụng đưa 
vào xây dựng cây quyết định (m≤M)
Chọn ngẫu nhiên n quan sát từ bộ dữ liệu (1 
quan sát bất kỳ có thể được lấy lặp lại) tạo 
ra bộ dữ liệu mới.
Bước 2: Xây dựng cây quyết định dựa trên 
bộ số liệu vừa được tạo.
Bước 3: Chọn số lượng cây quyết định 
muốn xây dựng là N.
Bước 4: Lặp lại bước 1 và 2 cho đến khi đủ 
cây quyết định.
Bước 5: Đưa ra kết quả dự đoán cho các 
điểm dữ liệu mới của các cây quyết định 
và gán nhãn cho danh mục dành được đa 
số phiếu bầu.
Theo Yeşilkanat (2020), Random Forest là 
vượt trội so với các phương pháp học máy 
khác. Random Forest có thể xử lý bài toán 
hồi quy và phân loại với mức độ chính xác 
cao. Ngoài ra, nó còn đánh giá được mức 
độ quan trọng của các thuộc tính đóng góp 
vào mô hình. Một nhược điểm của Random 
Forest là tốn thời gian vì phải xử lý dữ liệu 
cho từng cây đơn lẻ, đồng thời cũng cần 
nhiều tài nguyên để lưu trữ các dữ liệu đó.

2.2. Phương pháp SVM

Support Vector Machine (SVM) là một 
thuật toán học máy có giám sát được sử 
dụng cho cả bài toán phân loại và hồi quy. 
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Mục tiêu của SVM là tạo ra ranh giới tốt 
nhất phân tách không gian n chiều thành 
các lớp để có thể dễ dàng đặt điểm dữ liệu 
mới vào đúng lớp. Ranh giới quyết định tốt 
nhất này được gọi là siêu phẳng.
Support Vectors: Các điểm dữ liệu hoặc 
vector gần nhất với siêu phẳng và ảnh 
hưởng đến vị trí của siêu phẳng được gọi 
là Support Vectors vì các vector này hỗ trợ 
siêu phẳng.
Margin: Khoảng cách giữa các vector 
và siêu phẳng được gọi là lề (margin). 
Và mục tiêu của SVM là tối đa hoá lề 
này. Siêu phẳng với khoảng cách lề 
tối đa được gọi là siêu phẳng tối ưu.
Thông thường, SVM cung cấp các dự 
báo chính xác hơn so với Naïve Bayes 
và Logistic Regression. Tuy nhiên, 
nhược điểm của SVM là khó diễn tả 
mô hình cuối cùng và chưa tính được 
xác suất của từng điểm dữ liệu.

2.3. Phương pháp hồi quy Logistic

Hồi quy Logistic dùng để dự báo biến 
phụ thuộc dạng category dựa vào 
các biến độc lập.  Có ba loại hồi quy 

Logistic chính: nhị phân (biến phụ thuộc 
nhận giá trị 0 hoặc 1), đa thức (biến phụ 
thuộc dạng category với hơn 2 phạm trù) và 
thứ tự (biến phụ thuộc dạng category với hơn 
2 phạm trù và các phạm trù có thể sắp xếp thứ 
tự). Đặc biệt, dạng hồi quy Logistic nhị phân 
là phổ biến nhất với phạm trù đang cần được 
nhận diện nhận giá trị 1 và phạm trù còn lại 
nhận giá trị 0.
Phương trình hồi quy Logistic như sau:

Nguồn: Niculescu & Lam (2019)

Hình 1. Mô tả thuật toán Random Forest 

Nguồn: Pathak & cộng sự (2021)

Hình 2. Mô tả thuật toán SVM
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𝑃𝑃(𝑌𝑌 = 1) =
𝑒𝑒𝛽𝛽0+𝛽𝛽1𝑥𝑥1+⋯+𝛽𝛽𝑛𝑛𝑥𝑥𝑛𝑛

1 + 𝑒𝑒𝛽𝛽0+𝛽𝛽1𝑥𝑥1+⋯+𝛽𝛽𝑛𝑛𝑥𝑥𝑛𝑛
 

log �
𝑝𝑝

1 − 𝑝𝑝
� = 𝛽𝛽0 + 𝛽𝛽1𝑥𝑥1 + ⋯+ 𝛽𝛽𝑛𝑛𝑥𝑥𝑛𝑛  

Trong đó:
Y là biến phụ thuộc nhận giá trị 0 hoặc 1
x1,…, xn là các biến độc lập
Hồi quy Logistic đơn giản và dễ thực hiện 
mà vẫn mang lại hiệu quả dự báo tốt trong 
một số trường hợp. Thêm vào đó, kết quả 
hồi quy Logistic chỉ ra tầm quan trọng của 
các thuộc tính, đánh giá được tác động của 
các thuộc tính lên biến phụ thuộc và chiều 
tác động của chúng. Logistic không chỉ 
hoạt động như một mô hình phân loại mà 
còn cung cấp cả xác suất. Vì những lý do 
trên, hồi quy Logistic được các nhà phân 
tích dữ liệu sử dụng rộng rãi.

2.4. Phương pháp Naïve Bayes

Phương pháp phân loại Naive Bayes là tập 
hợp các thuật toán phân loại dựa trên định 
lý Bayes. 
Định lý Bayes tìm xác suất của một biến 
cố xảy ra trong điều kiện một biến cố khác 
đã xảy ra trước đó, gọi là xác suất có điều 
kiện. Định lý Bayes được phát biểu về mặt 
toán học như sau:

P(A│B) = P(B│A)P(A) / P(B)
Trong đó:
A và B là các biến cố và P(B) ≠ 0.
P(A) là xác suất xảy ra biến cố A, không 
phụ thuộc vào biến cố B xảy ra hay không, 
đây được gọi là xác suất biên duyên hay 
xác suất tiên nghiệm
P(B) là xác suất xảy ra biến cố B, không 
phụ thuộc vào biến cố A xảy ra hay không, 
đại lượng này còn gọi là hằng số chuẩn hoá 
vì nó luôn giống nhau, không phụ thuộc 
vào sự kiện A đang muốn biết.
P(B|A) là khả năng xảy ra B khi biết A đã 
xảy ra.

Naive Bayes cho kết quả tốt hơn đối với dữ 
liệu nhỏ, và ngược lại cho kết quả không 
tốt với dữ liệu lớn. Nó là một trong những 
thuật toán học máy nhanh và dễ dàng để dự 
đoán một lớp tập dữ liệu. Tuy nhiên, giả 
thiết của Naïve Bayes khó được thỏa mãn.

2.5. Phương pháp kết hợp

Ngoài các phương pháp mô hình phân 
loại đơn lẻ thì việc kết hợp nhiều mô hình 
cũng đã được các nhà nghiên cứu áp dụng, 
nhằm làm tăng độ chính xác của dự báo. 
Phương pháp dự báo kết hợp này cũng đã 
giành được chiến thắng tại một số cuộc thi 
phân tích dữ liệu lớn. Những mô hình được 
sử dụng làm đầu vào của phương pháp kết 
hợp được gọi là mô hình cơ sở, đó có thể là 
bất kỳ thuật toán học máy nào như hồi quy 
Logistic, cây quyết định… 
Với vấn đề kết hợp các dự báo phân loại, 
cách tiếp cận đơn giản nhất, phổ biến nhất 
và thường hiệu quả nhất là kết hợp các dự 
đoán bằng cách bỏ phiếu. Có bốn loại biểu 
quyết điển hình nhất:
• Biểu quyết đơn giản: chọn nhãn lớp có 
nhiều phiếu bầu nhất. Nếu hai hoặc nhiều 
lớp có cùng số phiếu thì nhãn lớp sẽ được 
chọn tuỳ ý theo một cách nhất quán chẳng 
hạn như sắp xếp các nhãn lớp có số phiếu 
bằng nhau này và chọn nhãn đầu tiên thay 
vì chọn ngẫu nhiên. Điều này rất quan trọng 
để cùng một mô hình với cùng một dữ liệu 
luôn đưa ra cùng một kết quả dự đoán.
• Biểu quyết đa số: chọn nhãn lớp có hơn 
một nửa số phiếu bầu. Nếu không có lớp 
nào có hơn một nửa số phiếu bầu, thì không 
có dự đoán nào được đưa ra. Nếu các đầu ra 
của bộ phân loại là độc lập, thì có thể cho 
thấy rằng biểu quyết đa số là quy tắc kết 
hợp tối ưu.
• Biểu quyết nhất trí: liên quan đến biểu 
quyết đa số ở chỗ thay vì yêu cầu một nửa 
số phiếu bầu, phương pháp này yêu cầu tất 
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cả các mô hình dự đoán cùng một giá trị, 
nếu không, không có dự đoán nào được 
đưa ra.
• Biểu quyết có trọng số: cân nhắc dự đoán 
của mỗi mô hình theo một cách nào đó. Một 
vài trường hợp có thể cân nhắc các dự đoán 
dựa trên hiệu suất trung bình của mô hình, 
chẳng hạn như độ chính xác của phân loại. 
Ý tưởng của biểu quyết có trọng số là một 
số mô hình có nhiều khả năng chính xác 
hơn những mô hình khác và nên coi trọng 
các dự đoán của các mô hình đó nhiều hơn 
bằng cách gán cho nó một trọng số lớn hơn 
trong số phiếu bầu có thể cải thiện hơn nữa 
hiệu suất tổng thể so với biểu quyết đa số.

2.6. Đánh giá hiệu quả của các phương 
pháp phân loại

Trong bài toán phân loại, chỉ số đánh giá 
Accuracy là tỷ lệ số quan sát được phân 
loại đúng trên tổng số quan sát. Tuy nhiên, 
để thấy rõ hơn các quan sát được phân 
loại đúng sai như thế nào, thường sử dụng 
các chỉ số chi tiết trong ma trận nhầm lẫn 
(Confusion matrix).
Trong những bài toán này, lớp dữ liệu 
quan trọng hơn cần được xác định đúng 
là lớp Positive (P-dương tính), lớp còn lại 
được gọi là Negative (N-âm tính). Trong 
bài toán phân loại khách hàng rời bỏ và 

khách hàng trung thành thì khách hàng rời 
bỏ chính là Positive, còn khách hàng trung 
thành là Negative. Từ đó ta định nghĩa 
True Positive (TP), False Positive (FP), 
True Negative (TN), False Negative (FN) 
tạo thành ma trận nhầm lẫn chưa chuẩn hoá 
theo Bảng 1. Các chỉ số đánh giá được thể 
hiện trong Bảng 2.
FPR (False Positive Rate) còn gọi là tỷ lệ 
dự báo nhầm, FNR (False Negative Rate) 
còn gọi là tỷ lệ bỏ sót.
Với bài toán phân loại mà tập dữ liệu của 
các lớp là chênh lệch nhau rất nhiều, có một 
phép đo hiệu quả thường được sử dụng là 
Precision và Recall, trong đó Recall thường 
được gọi là Sensitivity.

Precision = TP/(TP+FP)
Recall = Sensitivity = TP/(TP+FN) = TPR
Precision còn cao đồng nghĩa với việc độ 
chính xác của các quan sát khách hàng rời 
bỏ tìm được là cao. Precision=1 hay  FP=0 
nghĩa là tất cả các quan sát dự báo là “rời 
bỏ” đều đúng là “rời bỏ”. Tuy nhiên điều 
này không đảm bảo tìm được hết các quan 
sát “rời bỏ”..
Sensitivity cao đồng nghĩa với việc True 
Positive Rate cao, tức tỉ lệ bỏ sót các quan 
sát “rời bỏ” là thấp.  hay  nghĩa là tìm được 
hết các quan sát “rời bỏ”. Tuy nhiên không 
chắc tất cả các quan sát dự báo “rời bỏ” đều 
chính xác.

Bảng 2. Ma trận nhầm lẫn chuẩn hóa

	 Được dự báo “rời bỏ” Được dự báo “trung thành”

Thực tế là “rời bỏ” TPR = TP/(TP+FN) FNR = FN/(TP+FN)

Thực tế là “trung thành” FPR = FP/(FP+TN) TNR = TN/(FP+TN)
Nguồn: Kulkarni & cộng sự (2020)

Bảng 1. Ma trận nhầm lẫn chưa chuẩn hóa

Được dự báo “rời bỏ” Được dự báo “trung thành”

Thực tế là “rời bỏ” True Positives (TP) False Negatives (FN) 

Thực tế là “trung thành” False Positives (FP) True Negatives (TN)
Nguồn: Kulkarni & cộng sự (2020)



Ứng dụng phương pháp học máy dự báo khả năng khách hàng rời bỏ dịch vụ thẻ tín dụng

64 Tạp chí Khoa học & Đào tạo Ngân hàng- Số 252- Tháng 5. 2023

Specificity chính là TNR, tỷ lệ dự báo đúng 
khách hàng trung thành trên tổng số khách 
hàng trung thành. 
Ngoài ra, để đo chất lượng của bộ phân 
lớp dựa vào cả Precision và Recall thường 
dùng F Score, chính là F1 Score.

F1 Score = 

Trường hợp tổng quát của F1score là Fβ 
score hay còn gọi là F-value

Fβ score = 

Như vậy, F1 Score hay F score chính là Fβ 
score ứng với β = 1.

3.	 Dữ liệu nghiên cứu

Bài nghiên cứu sử dụng bộ dữ liệu về 
khách hàng dùng thẻ tín dụng, được công 
bố trên Kaggle, được chia sẻ bởi Sakshi 
Goyal (Sakshi Goyal, 2021). Sau quá trình 
xử lý, bộ dữ liệu bao gồm 10.127 quan sát 
với 20 biến, gồm 1 biến phụ thuộc và 19 
biến độc lập. 
Biến phụ thuộc được ký hiệu là Attrition_
Flag. Đây là biến nhị phân, nhận giá trị 1 
nếu khách hàng đã rời bỏ thẻ tín dụng hoặc 
giá trị 0 nếu khách hàng vẫn đang sử dụng 
thẻ tín dụng. 
Các biến độc lập gồm có:
Nhóm biến về đặc điểm nhân khẩu học của 
khách hàng (6 biến):
Customer_age: Tuổi của khách hàng (tính 
theo năm).
Gender: Giới tính của khách hàng (Nam, nữ).
Dependent_Count: Số người phụ thuộc 
trong gia đình của khách hàng.
Education_Level: Trình độ học vấn của 
khách hàng.
Marital_Status: Tình trạng hôn nhân của 
khách hàng.
Income_Category: Thu nhập hàng năm của 

khách hàng.
Nhóm biến về mối quan hệ giữa khách 
hàng và ngân hàng (3 biến):
Months_on_book: Thời gian quan hệ với 
ngân hàng.
Total_Relationship_Count: Tổng số sản 
phẩm mà khách hàng nắm giữ.
Contacts_Count_12_mon: Số lần liên hệ 
giữa khách hàng và ngân hàng trong 12 
tháng qua.
Nhóm biến về lịch sử giao dịch thẻ tín dụng 
của khách hàng (10 biến):
Card_category: Loại thẻ tín dụng mà 
khách hàng đang sử dụng (Blue, Silver, 
Gold, Platinum).
Credit_Limit: Hạn mức tín dụng của thẻ.
Total_Revolving_Bal: Tổng tín dụng quay 
vòng.
Avg_Open_To_Buy: Trung bình số dư khả 
dụng của thẻ tín dụng trong 12 tháng qua.
Total_Trans_Amt: Tổng mức chi tiêu thẻ 
tín dụng (12 tháng qua).
Avg_Utilization_Ratio: Tỷ lệ chi tiêu thẻ 
trung bình (Số tiền đã sử dụng/Hạn mức 
tín dụng).
Total_Amt_Chng_Q4_Q1: Thay đổi tổng 
mức chi tiêu thẻ tín dụng (Q4 so với Q1).
Total_Trans_Ct: Tổng số lượng giao dịch 
(12 tháng qua).
Total_Ct_Chng_Q4_Q1: Thay đổi tổng số 
lượng giao dịch (Q4 so với Q1).
Months_Inactive_12_mon: Số tháng không 
sử dụng thẻ trong 12 tháng qua.
Một số thống kê mô tả về các biến nhân 
khẩu học được trình bày trong Bảng 3.
Tỷ trọng giới tính của bộ số liệu được 
phân bổ gần như đồng đều (52,91% là nữ). 
Những khách hàng được quan sát chủ yếu 
có trình độ đại học (30,89%). Tỷ trọng các 
khách hàng có thu nhập dưới 40.000$ một 
năm là nhiều nhất (35,16%). 

4.	 Kết quả thực nghiệm
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Để thực hiện nghiên cứu, chúng tôi chia 
ngẫu nhiên dữ liệu thành hai phần, bao 
gồm tập huấn luyện và tập thử nghiệm với 
tỉ lệ 80:20. Tập huấn luyện được dùng để 
ước lượng mô hình, còn tập thử nghiệm 
được dùng để tính các chỉ số đánh giá hiệu 
quả của mô hình.
Các tiêu chí đánh giá hiệu quả phân loại 
của các mô hình trên tập thử nghiệm gồm 
có: Accuracy (ACC), Precision (PPV), 

Sensitivity (TPR), Specificity (TNR), F 
Score (kết quả thể hiện trong Bảng 7). Tuy 
nhiên, tiêu chí đánh giá quan trọng nhất 
trong trường hợp nghiên cứu này là độ 
nhạy (TPR) của mô hình vì mục tiêu của 
nghiên cứu là không bỏ sót các khách hàng 
có nguy cơ rời bỏ sử dụng dịch vụ thẻ tín 
dụng của ngân hàng.

Mô hình hồi quy Logistic

Bảng 3. Thống kê mô tả các biến nhân khẩu học trong mẫu

Tên biến Mô tả biến Giá trị biến Tần suất Tỷ lệ %

Gender Giới tính
Nam 4769 47,09

Nữ 5358 52,91

Dependent_count Số người phụ thuộc 0 người 904 8,93

1 người 1838 18,15

2 người 2655 26,22

3 người 2732 26,98

4 người 1574 15,54

5 người 424 4,19

Education_Level Trình độ học vấn Không đi học 1487 14,68

Tốt nghiệp THPT 2013 19,88

Cao đẳng 1013 10,00

Đại học 3128 30,89

Sau đại học 516 5,10

Tiến sĩ 451 4,45

Khác 1519 15,00

Marital_Status Tình trạng hôn nhân Độc thân 3943 38,94

Đã kết hôn 4687 46,28

Đã ly hôn 748 7,37

Khác 749 7,41

Income_Category Thu nhập hàng năm Dưới $40K 3561 35,16

$40K - $60K 1790 17,68

$60K - $80K 1402 13,84

$80K - $120K 1535 15,16

Trên $120K 727 7,18

Khác 1112 11,98
Nguồn: Tính toán của nhóm nghiên cứu
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Theo Bảng 7, độ nhạy của mô hình Logistic 
thấp nhất trong 4 phương pháp, chỉ đạt mức 
58,28%. Tuy nhiên, kết quả từ Bảng 4 chỉ 
ra được các biến có tác động tới khả năng 
rời bỏ dịch vụ thẻ tín dụng của khách hàng 
(bao gồm cả chiều tác động của biến). 
Theo Bảng 4 thì các biến trên đều có ý nghĩa 
thống kê ở mức 1%. Trong đó các biến có 
tác động ngược chiều đến xác suất rời bỏ 
thẻ tín dụng gồm có Thay đổi số lượng 
giao dịch thẻ tín dụng quý 4 so với quý 1 
(Total_Ct_Chng_Q4_Q1), Tỷ lệ chi tiêu 
thẻ trung bình (Avg_Utilization_Ratio), 
Tổng số sản phẩm dịch vụ ngân hàng mà 
khách hàng nắm giữ (Total_Relationship_
Count), Tổng mức chi tiêu thẻ tín dụng 
(Total_Trans_Amt), Hạn mức tín dụng của 
thẻ (Credit_Limit), nghĩa là những biến 
này càng lớn thì xác suất khách hàng rời 
bỏ dịch vụ thẻ tín dụng của ngân hàng càng 
thấp. Điều này khá phù hợp với thực tế. 
Ngược lại, các biến có tác động thuận chiều 
đến xác suất rời bỏ thẻ tín dụng bao gồm 
Số lần liên hệ của ngân hàng với khách 
hàng (Contacts_Count_12_mon), Số tháng 
không hoạt động thẻ tín dụng (Months_
Inactive_12_mon), Thu nhập của khách 
hàng (Income_Category ) và Số người phụ 
thuộc (Dependent_count). Nghĩa là những 
biến này càng lớn thì xác suất rời bỏ dịch 
vụ thẻ tín dụng càng cao. 

Mô hình Naïve Bayes
Theo Bảng 7, TPR của mô hình Naïve 
Bayes không cao, chỉ đạt 59,82%. Ngoài 
ra, thuật toán đã dự báo nhiều khách hàng 
trung thành trở thành khách hàng đã rời bỏ, 
khi đưa vào dự báo thực tế sẽ khiến các 
ngân hàng tốn thêm nhiều thời gian và chi 
phí không cần thiết hơn để giữ chân khách 
hàng. Nguyên nhân độ chính xác của dự 
báo không cao có thể do giả định tất cả các 
thuộc tính là độc lập của thuật toán, điều 
này hiếm khi xảy ra trong thực tế.

Phương pháp SVM
Thuật toán SVM hoạt động bằng cách phân 
loại các điểm dữ liệu bằng cách sử dụng 
các siêu phẳng vì vậy khó để hiểu và diễn 
giải kết qủa mô hình. Trong tập thử nghiệm 
này thuật toán đã sử dụng 4112 vector hỗ 
trợ tạo ra siêu phẳng tối ưu giúp phân loại 
đánh giá trên tập dữ liệu thử nghiệm. 
Theo Bảng 7, độ nhạy (TPR) của thuật toán 
SVM đạt 69,33%, cao hơn so với hồi quy 
Logistic, Naïve Bayes, nhưng thấp hơn so 
với Random Forest.

Mô hình Random Forest
Giá trị TPR của phương pháp Random 
Forest là cao nhất khi so với các phương 
pháp còn lại, đạt 83,44%, theo Bảng 7. 
Ngoài ra, Random Forest chỉ ra mức độ 
quan trọng của các biến trong xây dựng 
thuật toán, dựa theo mức giảm trung bình 
độ chính xác (Mean Decrease Accuracy) 
và mức giảm trung bình trong Gini (Mean 
Decrease Gini).
Nhìn chung, các biến đóng vai trò quan 
trọng nhất trong xây dựng và đánh giá tập 

Bảng 4. Kết quả ước lượng mô hình hồi 
quy Logistic

Biến độc lập Hệ số hồi quy 

Total_Ct_Chng_Q4_Q1 -4,644***

Avg_Utilization_Ratio -2,462***

Total_Relationship_Count -0,4085***

Contacts_Count_12_mon 0,5425***

Months_Inactive_12_mon 0,4691***

Total_Trans_Amt -0,0001***

Credit_Limit -0,0000***

Gender -0,7558***

Income_Category 0,2157***

Dependent_count 0,0878***
Ghi chú: *, **, ***: Tương ứng với mức ý nghĩa nhỏ 

hơn 10%, 5%, 1%
Nguồn: Tính toán của nhóm nghiên cứu
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huấn luyện đều nằm trong nhóm biến lịch 
sử giao dịch tín dụng của khách hàng. Cụ 
thể, biến tổng mức chi tiêu thẻ tín dụng 
trong 12 tháng (Total_Trans_Amt) thể hiện 
mức độ quan trọng cao nhất ở cả hai tiêu 
chí đánh giá. Điều này phù hợp với thực 
tế, vì thông thường các khách hàng có xu 
hướng muốn rời bỏ thẻ tín dụng của một 
ngân hàng thì họ sẽ giảm dần mức chi tiêu 
thẻ. Các biến quan trọng tiếp theo bao gồm:  
tổng thay đổi số lượng giao dịch quý 4 so 
với quý 1 (Total_Ct_Chng_Q4_Q1), tỷ lệ 
chi tiêu thẻ trung bình (Avg_Ultilization_
Ratio), tổng số sản phẩm của ngân hàng mà 
khách hàng nắm giữ (Total_Relationship_
Count), và thay đổi tổng mức chi tiêu thẻ 
tín dụng quý 4 so với quý 1 (Total_Amt_
Chng_Q4_Q1). 
Các yếu tố không quan trọng trong dự báo 
khách hàng rời bỏ sử dụng dịch vụ thẻ tín 
dụng chủ yếu thuộc nhóm yếu tố đặc điểm 
nhân khẩu học của khách hàng là loại thẻ 
tín dụng của khách hàng (Card_Category), 
giới tính khách hàng (Gender), tình trạng 
hôn nhân của chủ sở hữu thẻ (Marital_
Status) và trình độ học vấn (Education_
Level). Kết quả này cũng tương tự với 
nghiên cứu của Farquad & cộng sự (2009) 
khi các thuộc tính thuộc về tín dụng của 

khách hàng như mức chi tiêu tín dụng trong 
tháng hay số lượng giao dịch thẻ tín dụng 
theo tháng của khách hàng cũng đóng vai 
trò quan trọng giúp dự đoán khả năng rời 
bỏ dịch vụ của họ.

Phương pháp kết hợp
Phương pháp này kết hợp cả 4 mô hình dự 
báo trước đó: Random Forest, SVM, Naive 
Bayes và hồi quy Logistic. Có 2 cách kết 
hợp là biểu quyết đa số và biểu quyết có 
trọng số.
Biểu quyết đa số: do số lượng mô hình là 4 
vậy nên kết quả dự báo cuối cùng sẽ được 
xác định nếu có 3/4 mô hình cho ra cùng 
một kết quả dự báo (khách hàng rời bỏ hay 
khách hàng trung thành)
Biểu quyết có trọng số: việc lựa chọn trọng 
số cho phương pháp này có 2 cách: do bản 
thân người kết hợp lựa chọn theo ý kiến 
chủ quan, hoặc sử dụng mô hình học máy 
để tìm ra các trọng số tối ưu. Tuy nhiên, ở 
đây chỉ cần kết hợp 4 mô hình, nên việc sử 
dụng mô hình học máy để tìm trọng số là 
không phù hợp. Ý tưởng của biểu quyết có 
trọng số là một số mô hình có nhiều khả 
năng chính xác hơn những mô hình khác 
và nên coi trọng các dự đoán của các mô 
hình đó nhiều hơn bằng cách gán cho nó 

Nguồn: Tính toán của nhóm nghiên cứu

Hình 3. Mức độ quan trọng của các biến trong Random Forest
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một trọng số lớn hơn. Trong trường hợp 
bài nghiên cứu này, vì không quá phức 
tạp nên sẽ chọn trọng số cho từng mô hình 
dựa vào độ nhạy (TPR) của mô hình. Theo 
Bảng 7, mô hình hồi quy Logistic có độ 
nhạy là 58,28% sẽ nhận hệ số là 1, mô hình 
Random Forest có độ nhạy 83,44% gấp 
1,43 lần so với độ nhạy của mô hình hồi 
quy Logistic nên nhận hệ số là 1,43, tương 
tự mô hình SVM với độ nhạy 69,33% nhận 
hệ số 1,12, cuối cùng mô hình Naive Bayes 
với độ nhạy 59,82% có hệ số 1,02. Như 

vậy, trọng số của bốn mô hình trên lần lượt 
sẽ là 1/ 4,57; 1,43/ 4,57; 1,12/ 4,57 và 1,02/ 
4,57. Bảng 6 đưa ra được kết quả dự báo 
tổng hợp theo cả 2 cách.
Như vậy kết quả độ nhạy (TPR) theo 
phương pháp biểu quyết có trọng số cao 
hơn hẳn so với phương pháp biểu quyết đa 
số. Vậy sẽ chọn dùng phương pháp kết hợp 
theo kiểu biểu quyết có trọng số.
Theo Bảng 7, kết quả phương pháp kết 
hợp (theo kiểu biểu quyết có trọng số) 
có tất cả các chỉ số đánh giá cao hơn so 
với các phương pháp SVM, Naïve Bayes 
và Logistics. Tuy nhiên, phương pháp 
Random Forest lại có các chỉ số đánh giá 
cao hơn phương pháp kết hợp.

5.	 Kết luận và khuyến nghị

Bài nghiên cứu quan tâm đến vấn đề dự 
báo khách hàng rời bỏ dịch vụ thẻ tín dụng 
và sử dụng các phương pháp học máy, là 
những phương pháp đang được quan tâm 
hiện nay trong lĩnh vực dự báo. Kết quả 
thực nghiệm cho thấy trong 4 phương 
pháp được sử dụng thì Random Forest 
cho hiệu quả dự báo cao nhất tính trên các 
tiêu chí Accuracy, Precision, Sensitivity, 
Specificity, F score. Ngoài ra, bài nghiên 
cứu cũng áp dụng phương pháp kết hợp 
theo cách biểu quyết có trọng số, đem lại 
kết quả tốt hơn so với các phương pháp như 
SVM, Naïve Bayes và hồi quy Logistics. 
Nghiên cứu cũng chỉ ra các biến quan trọng 

Bảng 7. Tổng hợp chỉ số đánh giá các phương pháp học máy trên tập thử nghiệm

Thước đo Accuracy (ACC) Precision (PPV) Sensitiviy (TPR) Specificity (TNR) F score

Random Forest 94,13 80,71 83,44 96,18 82,05

SVM 89,09 65,13 69,33 92,88 67,16

Naïve Bayes 79,07 39,96 59,82 82,77 47,91

Logistics 84,50 51,63 58,28 89,53 54,76

Phương pháp kết hợp 91,36 73,23 73,01 94,88 73,12
Nguồn: Tính toán của nhóm nghiên cứu

Bảng 6. Đánh giá hiệu quả dự báo của 
phương pháp kết hợp

Thước đo
Biểu quyết đa 

số (%)
Biểu quyết có 
trọng số (%)

Accuracy (ACC) 90,13 91,36

Precision (PPV) 82,81 73,23

Sensitivity (TPR) 48,77 73,01

Specificity (TNR) 98,06 94,88

F1 score 61,39 73,12
Nguồn: Tính toán của nhóm nghiên cứu

Bảng 5. Trọng số các phương pháp học máy 
trong phương pháp kết hợp

Phương pháp học máy Trọng số (%)

Hồi quy Logistic 21,88

SVM 24,51

Naïve Bayes 22,32

Random Forest 31,29
Nguồn: Tính toán của nhóm nghiên cứu
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giúp dự báo khách hàng rời bỏ thẻ tín dụng. 
Đó là những biến về giao dịch thẻ tín dụng 
của khách hàng như tổng mức chi tiêu thẻ 
tín dụng trong 12 tháng, tổng thay đổi số 
lượng giao dịch Q4 so với Q1, tỷ lệ chi tiêu 
thẻ trung bình, tổng số sản phẩm của ngân 
hàng mà khách hàng nắm giữ, và thay đổi 
tổng mức chi tiêu thẻ tín dụng Q4 so với 
Q1 (theo kết quả của Random Forest). Mặt 
khác, theo kết quả của hồi quy Logistic, 
những biến có tác động tích cực, làm giảm 
khả năng rời bỏ của khách hàng gồm có: 
Thay đổi số lượng giao dịch thẻ tín dụng 
quý 4 so với quý 1, Tỷ lệ chi tiêu thẻ trung 
bình, nắm giữ tổng số sản phẩm dịch vụ 
ngân hàng, Tổng mức chi tiêu thẻ tín dụng, 
Hạn mức tín dụng của thẻ; Những biến có 
tác động tiêu cực, làm tăng khả năng rời 
bỏ của khách hàng gồm có: Số lần liên hệ 
của ngân hàng với khách hàng, Số tháng 
không hoạt động thẻ tín dụng, Thu nhập 
của khách hàng, và Số người phụ thuộc.
Với những kết quả như trên, có thể gợi ý 
cho nhà quản lý ngân hàng một số chính 
sách giữ chân khách hàng như sau:
Thứ nhất, áp dụng phương pháp Random 
Forest để dự báo những khách hàng có khả 
năng rời bỏ dịch vụ thẻ tín dụng. Sau đó tập 
trung chăm sóc nhóm khách hàng này để 
giữ chân họ thay vì chăm sóc toàn bộ khách 

hàng gây tốn kém và không cần thiết. Đối 
với nhóm khách hàng này, nhà quản lý nên 
thay đổi dịch vụ hiện tại hoặc cung cấp 
thêm cho họ những dịch vụ mới.
Thứ hai, từ những biến cụ thể giúp dự báo 
khách hàng rời bỏ thẻ tín dụng đã nêu trên, 
gợi ý nhà quản lý về những khía cạnh tác 
động để giữ chân nhóm khách hàng có nguy 
cơ rời bỏ. Đó chính là làm sao để khách 
hàng không giảm chi tiêu thẻ tín dụng, 
không giảm số lần giao dịch thẻ tín dụng, 
tăng hạn mức thẻ và tăng số sản phẩm khách 
hàng sử dụng tại ngân hàng. Nhà quản lý 
có thể cung cấp những chính sách ưu đãi 
về phí thường niên, khuyến mại khi thanh 
toán thẻ tín dụng, hoặc tăng mức phần trăm 
hoàn tiền... riêng cho nhóm khách hàng này. 
Đồng thời quảng bá nhiều sản phẩm khác 
của ngân hàng để những khách hàng này 
quan tâm và tham gia, từ đó tăng số sản 
phẩm mà khách hàng nắm giữ. Ngân hàng 
cũng nên chủ động tăng hạn mức thẻ cho 
nhóm khách hàng có nguy cơ rời bỏ này.
Bài nghiên cứu hạn chế ở mẫu số liệu còn 
nhỏ và phương pháp sử dụng là những 
phương pháp học máy truyền thống. Trong 
nghiên cứu tương lai, có thể mở rộng mẫu 
và áp dụng các phương pháp học máy sâu 
để tiếp tục cải thiện hiệu quả dự báo. ■
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